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組み合わせ範疇文法(Combinatory Categorial Grammar; CCG)
•自然言語の理論： 
•複雑な文構造(e.g. 並列句構造)を説明可能 
•意味の理論へのインターフェース(文の論理式への変換) 
•効率的な構文解析アルゴリズムの存在 

•自然言語処理での応用： 
•CCG木から論理式へ変換し、論理推論 
•含意関係認識：(Mineshima+, 2015)、(Abzianidze, 2015) 
•質問応答：(Reddy+, 2014) 
•文間類似度：(Yanaka+, 2017) 

•特徴：構造がリッチなカテゴリ、少数の文法規則(≦１０) 
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順方向規則 
X ⇒ X/Y  Y

逆方向規則 
X ⇒ Y  X\Y

a man is waiting John
(S\NP)/NP NP(S\NP)/(S\NP)NP/N N

S

NP S\NP
S\NP

入力：

出力：



背景：既存の 
CCG解析手法

a man is waiting John
(S\NP)/NP NP(S\NP)/(S\NP)NP/N N

S

NP S\NP
S\NP

入力ｘ：

出力y：
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a man is waiting John
(S\NP)/NP NP(S\NP)/(S\NP)NP/N N

S

NP S\NP
S\NP これまで：Full derivationモデル 

           は木の導出全体に依存p(y |x)

p(y |x) = ∏ptag(ci |x)
a man is waiting John

(S\NP)/NP NP(S\NP)/(S\NP)NP/N N

S

NP S\NP
S\NP

既存：Category-factoredモデル(Lewis+, 2014)

Category-factoredモデル 

木の確率は終端カテゴリのみで表現可
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a man is waiting John

(S\NP)/NP NP(S\NP)/(S\NP)NP/N N

S

NP S\NP
S\NP

既存：Category-factoredモデル(Lewis+, 2014)

•なぜこのようなモデルが可能か？ 
•カテゴリが構造について多くの情報を持つ(標準形のもとで一意)
•高速なチャートによる構文解析で最適解が求まる 
•すべての単語とカテゴリに対する            は事前に計算可 → 複数文を並列処理 
•外側確率(＝ゴールまでのコスト)が容易に求まる → A*解析へ拡張

ptag(ci |x)

Category-factoredモデル 

木の確率は終端カテゴリのみで表現可



Category-factoredモデルの限界

• 同じカテゴリ列から複数の木が導出できるケース 

• 等確率になってしまい文構造を一意に決定できない
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house in Paris in France
NNN (N\N)/N

N

N\N N\N
N

(N\N)/N
house in Paris in France

NNN (N\N)/N

N

N\N
N

(N\N)/N

N\N



対処①：人手によるルール

• 長距離依存を伴うものを優先(Lewis+, 2014) 

• CCG木から係り受け木への変換規則を定義
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house in Paris in France
NNN (N\N)/N

N

N\N N\N
N

(N\N)/N
house in Paris in France

NNN (N\N)/N

N

N\N
N

(N\N)/N

N\N

+1 +1 +1 +1 +1 +1 +1

+3

=4=6



対処①：人手によるルール

• 長距離依存を伴うものを優先(Lewis+, 2014) 

• CCG木から係り受け木への変換規則を定義

• 問題：必ずしも長距離依存が正解でない 

• e.g. "house of suburbs of Paris"は短距離が正解
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house in Paris in France
NNN (N\N)/N

N

N\N N\N
N

(N\N)/N
house in Paris in France

NNN (N\N)/N

N

N\N
N

(N\N)/N

N\N

+1 +1 +1 +1 +1 +1 +1

+3

=4=6

NNN (N\N)/N (N\N)/N



対処②：グローバルモデル

• Tree LSTMによる木全体を考慮したモデル(Lee+, 2016) 

• (Lewis+, 2016)を拡張 

• 木構造全体を考慮したスコアで高精度を達成 

• 問題：局所的な項に分解不可 → 実行速度に影響
!7
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対処②:グローバルモデル

c_i:
x_i:

● グローバルニューラルモデル (Lee+, 2016)

– Lewisらの手法を拡張

– 再帰型ニューラルネットでエッジ(＝部分木)のスコア計算

　　木の構造を考慮

　　新しいエッジを探索するたびにスコア計算

　　

N\N/N N N\N/N NN N
N\N

N

N\NN
N N\N/N N N\N/N NN N

N\N

NN\N

N
N



Category-factoredモデルは日本語に不適
• 係り先が曖昧なカテゴリが存在：       (連体修飾、副詞)
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昨日 買った カレーを 食べた
S\NSS/S

S

S

N

N

N/N

S

昨日 買った カレーを 食べた
S\NSS/S

S

N

N

N/N

S/S



昨日 買った カレーを 食べる
S\NSS/S

S

S

N

N

N/N

Category-factoredモデルは日本語に不適
• 係り先が曖昧なカテゴリが存在：       (連体修飾、副詞)
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昨日 買った カレーを 食べた
S\NSS/S

S

S

N

N

N/N

S

昨日 買った カレーを 食べた
S\NSS/S

S

N

N

N/N

S/S

•人手ルールの改良では対処困難 
•「昨日」と動詞の時制の一致など

S

昨日 熟した カレーを 食べた
S\NSS/S

S

N

N

N/N



提案手法



提案：係り受け構造の尤もらしさを明示的にモデル化

•Category & Dependency-factoredモデル 
•  
•係り受け構造を用いて終端以上の構造の良さを考慮 
•     と     の局所的な項の積に分解可能 
•Category-factoredモデル同様にA*構文解析が可能 
•すべての単語について     と     は事前に計算可
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p(y |x) = ∏ptag(ci |x) × ∏pdep(hi |x)

h1 h2 h3
h4

昨日 買った カレーを 食べる
S\NSS/S

S

S

N

N

N/N ROOTp( ) p( )
S

昨日 買った カレーを 食べる
S\NSS/S

S

N

N

N/N
ROOTh1 h2 h3 h4

>

pdepptag

pdepptag
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     と     の深層学習モデル
•双方向LSTMの表現ベクトル： 

• Biaffine(Dozat+, 2017)で係り受け予測 

• 係り受け構造を利用しカテゴリ予測 

• 学習：負の対数尤度の合計を最適化 

• これらはA*解析前に計算可

pdepptag

LSTM

LSTM

concat

x1

concat concat concatr1 r2 r3 r4

Bilinear Biffine

x1 x2 x3 x4⋯
⋯⋯

NPS S/SN ⋯

LSTM

LSTM

LSTM

LSTM

LSTM

LSTM

x2 x3 x4

pdepptag
ri

ptag(ci = c) ∝ ri
TWcri_head

pdep( ) ∝ ri
TWrj+ri

Tuxixj
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A*構文解析

 　　　　　 に基づき探索 

      これまでの経路のコストの合計 

      ゴールまでのコストの推定値(下界) 

•e.g. マンハッタン距離
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Actually A* parsing is shortest path 
problem on hypergraph

s: score for the constructed
    subtree
= score for the traveled path

h: estimate for outside probability
= estimate for score to the goal

s: score for the traveled path

h: estimate for score to the goal

● Parsing and Hypergraph, klein and manning, 2004
● Directed hypergraphs and applications Gallo et al., 1992

s(t)
h(t)

goal 最短経路問題

遷移先 f
(1,1) 0.1
(2,0) 0.1
(0,1) 0.1
(0,2) 0.9
(3,0) 0.99

チャート構文解析

f = g + h

h =
g =

... ...
PriorityQueue(f)
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s(t)
h(t)

goal 最短経路問題

遷移先 f
(1,1) 0.1
(2,0) 0.1
(0,1) 0.1
(0,2) 0.9
(3,0) 0.99

チャート構文解析

f = g + h

h =
g =

f = g + h

h =

g =
                 に基づき探索 

      エッジのコスト(＝負の対数確率) 

    エッジ：部分木を表すデータ構造 

      ゴール(＝構文木)までのコストの下界 

... ...
PriorityQueue(f)

N3,5
N4,5

N/N4,4N/N3,3 N5,5

エッジ f
0.1
0.1
0.1
0.9
0.99

N3,5
N1,1

S\N/N2,2
N4,4
S\N2,2
...
PriorityQueue(f)

...

チャート



チャート構文解析における  と  
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f = g + h に基づき探索 

g = 部分木のコスト(＝負の対数確率) 

h =ゴール(＝構文木)までのコストの推定値(下界) 

    s.t. h ≦ h* (真のコスト)

N4,5
N/N4,4N/N3,3 N5,5

Tom had Indian chicken curry

N3,5

hg

g: 部分木の 
負の対数確率
−log p(y3,5 |x)

h: 外側確率 
の推定値 
s.t. h ≦ h*                                     



• エッジ        について…
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N3,5
N4,5

N/N4,4N/N3,3 N5,5
Tom had Indian chicken curry

g( ) =

N3,5
N4,5

N/N4,4N/N3,3 N5,5
Tom had Indian chicken curry

h( ) =

N3,5
チャート構文解析における  と  hg



• エッジ        について…
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N3,5
N4,5

N/N4,4N/N3,3 N5,5
Tom had Indian chicken curry

g( ) =

N3,5
N4,5

N/N4,4N/N3,3 N5,5
Tom had Indian chicken curry

h( ) =

−log Ptag( )N/N3,3
−log Ptag( )N/N4,4

−log Ptag( )N5,5
−log Pdep( )
−log Pdep( )

chicken curry

curryIndian

N3,5
チャート構文解析における  と  hg



• エッジ        について…
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N3,5
N4,5

N/N4,4N/N3,3 N5,5
Tom had Indian chicken curry

g( ) =

N3,5
N4,5

N/N4,4N/N3,3 N5,5
Tom had Indian chicken curry

h( ) =

−log Ptag( )N/N3,3
−log Ptag( )N/N4,4

−log Ptag( )N5,5
−log Pdep( )
−log Pdep( )

chicken curry

curryIndian

N1,1 S\N/N2,2

ROOT
argmax

argmax

N3,5
チャート構文解析における  と  hg



• エッジ        について…

!14

N3,5
N4,5

N/N4,4N/N3,3 N5,5
Tom had Indian chicken curry

g( ) =

N3,5
N4,5

N/N4,4N/N3,3 N5,5
Tom had Indian chicken curry

h( ) =

−log Ptag( )N/N3,3
−log Ptag( )N/N4,4

−log Ptag( )N5,5
−log Pdep( )
−log Pdep( )

chicken curry

curryIndian

N1,1 S\N/N2,2

ROOT
argmax

argmax

−log Ptag( )S\N/N2,2

−log Ptag( )N1,1

−log Pdep( )
−log Pdep( )

had ROOT

hadcurry

−log Pdep( )Tom had

N3,5
チャート構文解析における  と  hg
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N3,5
N4,5

N/N4,4N/N3,3 N5,5
Tom had Indian chicken curry

g( ) =

計算は簡単

= g( )N4,5
N/N4,4N/N3,3 N5,5

Indian chicken curry

N4,5

N/N4,4N/N3,3 N5,5
Indian chicken curry

−log Pdep( )curryIndian+g( )
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N3,5
N4,5

N/N4,4N/N3,3 N5,5
Tom had Indian chicken curry

g( ) =

−log Ptag( )N/N3,3
−log Ptag( )N/N4,4

−log Ptag( )N5,5
−log Pdep( )
−log Pdep( )

chicken curry

curryIndian

計算は簡単

= g( )N4,5
N/N4,4N/N3,3 N5,5

Indian chicken curry

N4,5

N/N4,4N/N3,3 N5,5
Indian chicken curry

−log Pdep( )curryIndian+g( )



A*構文解析の動作
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N3,5

N4,5

N/N4,4N/N3,3 N5,5

エッジ f

0.1

0.1

0.1

0.9

0.99

N3,5
N1,1

S\N/N2,2
N4,4
S\N2,2
...

PriorityQueue(f)

      を 
挿入
N3,5

•f値が最も低いエッジをキューからポップしチャートに挿入 
•新しいエッジを構築できればキューに追加 
  

 



A*構文解析の動作
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N3,5

N4,5

N/N4,4N/N3,3 N5,5

エッジ f

0.1

0.1

0.9

0.99

N1,1
S\N/N2,2
N4,4
S\N2,2
...

PriorityQueue(f)

N1,1

      を 
挿入
N1,1

•f値が最も低いエッジをキューからポップしチャートに挿入 
•新しいエッジを構築できればキューに追加 
  

 



A*構文解析の動作
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N3,5

N4,5

N/N4,4N/N3,3 N5,5

エッジ f

0.1

0.9

0.99

S\N/N2,2
N4,4
S\N2,2
...

PriorityQueue(f)

N1,1 S\N/N2,2

           を 
挿入

S\N/N2,2

•f値が最も低いエッジをキューからポップしチャートに挿入 
•新しいエッジを構築できればキューに追加 
  

 



A*構文解析の動作
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N3,5

N4,5

N/N4,4N/N3,3 N5,5

エッジ f

0.9

0.99

N4,4
S\N2,2
...

PriorityQueue(f)

N1,1 S\N/N2,2

S\N2,5

新しいエッジ 
を構築

•f値が最も低いエッジをキューからポップしチャートに挿入 
•新しいエッジを構築できればキューに追加 
  

 



A*構文解析の動作
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A*構文解析の動作

!21

N3,5

N4,5

N/N4,4N/N3,3 N5,5

エッジ f

0.1

0.9

0.99

N4,4
S\N2,2
...

PriorityQueue(f)

N1,1 S\N/N2,2

S\N2,5
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A*構文解析の動作
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A*構文解析の動作
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A*構文解析の動作
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エッジ f
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0.9

0.99

N4,4
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A*構文解析の動作
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N3,5

N4,5

N/N4,4N/N3,3 N5,5

エッジ f

0.9

0.99

N4,4
S\N2,2
...

PriorityQueue(f)

N1,1 S\N/N2,2

S\N2,5

S1,5

•f値が最も低いエッジをキューからポップしチャートに挿入 
•新しいエッジを構築できればキューに追加 
•       と       の予測が正確 ⇒ h = h* ⇒ 無駄な探索なし 
•gが単調増加 ：エッジの再訪なし(CLOSEリスト不要)

解析終了

pdepptag
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Tri-trainingによる半教師あり学習(Weiss+, 2015)
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生テキスト 
データ

解析器１

解析器２

新しい 
学習データ

解析器３の学習

ROOT
木１

ROOT
木２

… …

a b c

d e f

ROOT
木１’

ROOT
木２’

… …

a b c

d e f
①ラベルなしデータ 
を解析器×２で処理

②予測が一致した 
木を抽出



Tri-trainingの提案法への適用
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カテゴリ付与 
済みデータ 

(Lewis+, 2016)

グラフに基づく 
解析手法 
(Lei+, 2014)

shift-reduce法 
(Dyer+, 2015)

カテゴリ&係り受け 
付与データ

提案法の学習

ROOT
木１

ROOT
木２

… …

a b c

d e f

ROOT
木１’

ROOT
木２’

… …

a b c

d e f
本研究では更に 
係り受け構造を付与

約170万文



実験



実験設定
• モデル： 4層300次元双方向LSTM、１層100次元MLP 

• 実験①：英語CCGBank (Hockenmaier+, 2007) 

• 100次元GLoVeベクトル、30次元接辞ベクトル(Lewis+, 2016) 

• 評価：意味的な依存関係による指標(Clark+, 2007) 

• 実験②：日本語CCGBank (Uematsu+, 2015) 

• 200次元日本語エンティティベクトル、50次元文字ベクトルから畳
み込み→100次元(dos Santos+, 2015) 

• 評価：終端のカテゴリの正答率、文節係り受けの係り受け正答率
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● NoDep = discard dep. probs, use the heuristics in Lewis+, 2014

● Dependency probabilities contribute to performance gain.

● HeadFirst performs better.

CCGBank Experiment (Dev)
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CCGBank +Tri-training

NoDep LewisRule HeadFirst HeadFirstLewisRule

実験①：英語CCGbank test

•CCGBankで実験 
•Category-factoredモデル(Lewis+, 2016)より向上 
•Full derivation + 深層学習モデル(Vaswani+, 2016)に劣る 

•Tri-trainingを行うことで、最高精度
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実験②：日本語CCGbank test

• (Noji+, 2016)：shift-reduce法によるCCG解析器 

• LewisらのCategory-factoredモデルは日本語では低精度 

• 提案法は日本語でも最高精度
!31
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94.193.093.7

カテゴリ 文節係り受け



まとめと今後の予定
•まとめ：CCG木の確率をカテゴリと係り受け構造でモデル化 
•カテゴリ列で表現できない構造の違い：特に日本語は重要 
•局所的な要素の積に分解可：高速なA*解析を実現 
•日本語最高精度、半教師あり学習(Tri-training)で英語も 
•今後の予定 
•今年度：CCG解析の多分野テキストへの適応 
•今年度：CCGを用いた並列句の範囲同定 
•来年度：CCG解析を用いた意味解析(RTE, QAなど)で有効
性を検証

!32



おまけ



実験③：実行速度の評価

• (Lewis+, 2016)に実行速度は劣る 

• タグ付けは深層学習モデルが少し複雑になったため 

• A*解析はなぜか少し遅い(提案法のhのほうがtightな推定値のはず？) 

• 行列の前処理など本質的でないところで遅くなっている可能性 

• これまでの最高精度の(Lee+, 2016)と比べるとかなり高速
!34

タグ付け A*解析 全体

Lewis+, 2016
の再実装 24.8 185.2 21.9

Lee+, 2016 21.7 16.7 9.33

提案法 16.6 114.6 14.5

単位は文/秒



CCG木から係り受け木への変換
• 変換方法は自明ではく、自分でデザイン 

• 本研究では２種類の変換方法を検討

!35

14

CCG to Dependencies

● We need to map a CCG tree to a dependency one

● We tried two approaches

N (S\N)/N N/N NN
S\N
SS\N

(S\N)\(S\N)
Tom  had  Indian  curry  today

Tom  had  Indian  curry  today

Tom  had  Indian  curry  today



Lewisらによる変換規則
• それぞれの組み合わせ規則について規則を定義 

• 直感的にもっともな係り受け木
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●Lewis et al.’s rule (LewisRule)
● Define the head direction for each combinatory rule

● Linguistically intuitive

N (S\N)/N N/N N
NS\N

S S\N

(S\N)\(S\N)
Tom      had    Indian   curry      today

(S\N)/N N
had  Indian curry 

ex. forward application

functor

argument



HeadFirst変換規則
•常に左の子を親として選ぶ 
•単純だが理論的には変 
•予測は簡単 
•94.5% vs. 92.5% (UAS, WSJの開発データ, 解析器は(Dyer+, 2015))

!37
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Simpler “HeadFirst” Conversion Rule

● Always choose the left child as a head

– Simple but linguistically odd

– Easier to predict
● 94.9 vs. 92.5 (UAS on dev, lstm-parser (Dyer+, 2015))

N (S\N)/N N/N N
NS\N

S S\N

(S\N)\(S\N)
Tom      had    Indian   curry      today



実験④：係り受けの種類による精度

• PTB devセットでの評価 

• w/o depは係り受けスコアを捨ててCategory-factoredモデルで解析 

• 係り受けを使うことが有効 

• Headfirstのほうが精度が高い
!38

Method Labeled Unlabeled
CCGbank

LEWISRULE w/o dep 85.8 91.7
LEWISRULE 86.0 92.5
HEADFIRST w/o dep 85.6 91.6
HEADFIRST 86.6 92.8

Tri-training
LEWISRULE 86.9 93.0
HEADFIRST 87.6 93.3

Table 1: Parsing results (F1) on English develop-
ment set. “w/o dep” means that the model discards
dependency components at prediction.

Method Labeled Unlabeled # violations
CCGbank

LEWISRULE w/o dep 85.8 91.7 2732
LEWISRULE 85.4 92.2 283
HEADFIRST w/o dep 85.6 91.6 2773
HEADFIRST 86.8 93.0 89

Tri-training
LEWISRULE 86.7 92.8 253
HEADFIRST 87.7 93.5 66

Table 2: Parsing results (F1) on English develop-
ment set when excluding the normal form con-
straints. # violations is the number of combina-
tions violating the constraints on the outputs.

dependencies, the syntactic representation ordi-
nary used in Japanese NLP (Kudo and Matsumoto,
2002). Given a CCG tree, we obtain this by first
segment a sentence into bunsetsu (chunks) using
CaboCha11 and extract dependencies that cross a
bunsetsu boundary after obtaining the word-level,
head final dependencies as in Figure 4b. For ex-
ample, the sentence in Figure 4e is segmented as
“Boku wa | eigo wo | hanashi tai”, from which we
extract two dependencies (Boku wa) � (hanashi
tai) and (eigo wo) � (hanashi tai). We perform
this conversion for both gold and output CCG trees
and calculate the (unlabeled) attachment accuracy.
Though this is imperfect, it can detect important
parse errors such as attachment errors and thus can
be a good proxy for the performance as a CCG
parser.

6.3 English Parsing Results
Effect of Dependency We first see how the de-
pendency components added in our model affect
the performance. Table 1 shows the results on the
development set with the several configurations,
in which “w/o dep” means discarding the depen-

11http://taku910.github.io/cabocha/

Method Labeled Unlabeled
CCGbank
C&C (Clark and Curran, 2007) 85.5 91.7
w/ LSTMs (Vaswani et al., 2016) 88.3 -
EasySRL (Lewis et al., 2016) 87.2 -
EasySRL reimpl 86.8 92.3
HEADFIRST w/o NF (Ours) 87.7 93.4

Tri-training
EasySRL (Lewis et al., 2016) 88.0 92.9
neuralccg (Lee et al., 2016) 88.7 93.7
HEADFIRST w/o NF (Ours) 88.8 94.0

Table 3: Parsing results (F1) on English test
set (Section 23).

dency terms of the model and applying the attach
low heuristics (Section 1) instead (i.e., a supertag-
factored model; Section 2.1). We can see that for
both LEWISRULE and HEADFIRST, adding de-
pendency terms improves the performance.

Choice of Dependency Conversion Rule To
our surprise, our simple HEADFIRST strategy al-
ways leads to better results than the linguistically
motivated LEWISRULE. The absolute improve-
ments by tri-training are equally large (about 1.0
points), suggesting that our model with dependen-
cies can also benefit from the silver data.

Excluding Normal Form Constraints One ad-
vantage of HEADFIRST is that the direction of
arcs is always right, making the structures sim-
pler and more parsable (Section 5). From another
viewpoint, this fixed direction means that the con-
stituent structure behind a (head first) dependency
tree is unique. Since the constituent structures of
CCGbank trees basically follow the normal form
(NF), we hypothesize that the model learned with
HEADFIRST has an ability to force the outputs in
NF automatically. We summarize the results with-
out the NF constraints in Table 2, which shows
that the above argument is correct; the number
of violating NF rules on the outputs of HEAD-
FIRST is much smaller than that of LEWISRULE
(89 vs. 283). Interestingly the scores of HEAD-
FIRST slightly increase from the models with NF
(e.g., 86.8 vs. 86.6 for CCGbank), suggesting that
the NF constraints hinder the search of HEAD-
FIRST models occasionally.

Results on Test Set Parsing results on the test
set (Section 23) are shown in Table 3, where we
compare our best performing HEADFIRST depen-
dency model without NF constraints with the sev-
eral existing parsers. In the CCGbank experi-

283
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a few men are running outside

NP
S\NP (S\NP)\(S\NP)(S\NP)/(S\NP)

S\NP

S\NP

S
premise:

a few men are running outdoors

NP
S\NP (S\NP)\(S\NP)(S\NP)/(S\NP)

S\NP

S\NP
hypothesis:

a few men are running outside

NP
S\NP (S\NP)\(S\NP)(S\NP)/(S\NP)

S\NP

S\NP

S
premise:

S

a few men are running outdoors

NP
(S\NP)/NP NP(S\NP)/(S\NP)

S\NP

S\NP
hypothesis:

P (Y |X) = p(yp|xp)p(yh|xh)CCG parsing:

①

(Y ⇤, z⇤) = arg max
Y 2Y(X),z2Z(X)

P (Y |X) + g(z)

s.t.8hs, ti 2 W zs,t = cs,t

Joint decoding via Dual Decomposition:

③

MRF: g(z) =
X

v2V

fv(zv) +
X

(w,c)2E

fw,c(zw, z
0
c)

a few men are running outdoors

a few men are running outside

c1 c2 c3

②
S\NP

S\NP
S\NP

Consistent CCG Parsing over Multiple Sentences



Experiments
• The RTE results of ccg2lambda and LangPro (Abzianidze, 2017)
• Inter-sentence constraints: あり (✓),なし (✗)

Method MRF Accuracy Precision Recall
LangPro (EasyCCG) ✗ 79.05 98.00 52.67

LangPro ✗ 78.85 97.48 52.48
LangPro ✓ 79.20 97.60 53.23

ccg2lambda (EasyCCG) ✗ 81.59 97.73 58.48
ccg2lambda ✗ 81.95 97.19 59.98
ccg2lambda ✓ 82.86 97.14 62.18

Table: RTE results on the test section of the SICK dataset

Method MRF Accuracy Precision Recall
ccg2lambda (jigg) ✗ 75.0 92.7 65.4

ccg2lambda ✗ 67.87 88.34 56.77
ccg2lambda ✓ 71.31 88.88 62.24

Table: RTE results on Japanese Semantics Test Suite (JSeM)

4 / 19
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ccg2lambda(Mineshima+, 2015)

• 問題①: 外部知識(Wordnet等)の拡充と効率性の緊張 

• 問題②: 一度Coqを終了しないといけない

CCG 
構文解析

論理式 
に変換

定理証明 
(Coq)

Yes, No, 
Unknown前提&帰結

A man hikes

NP/N N S\NP
>

NP
<

S :
∃x.(man(x) ∧ ∃e.hike(e, x))

A man walks

NP/N N S\NP
>

NP
<

S :
∃x.(man(x) ∧ ∃e.walk(e, x))

前提

帰結
スコア関数で 
３つ組の評価

公理の追加

述語のリスト

(hike, hypernym, walk)
8x.hike(x) ! walk(x)

再挑戦
abduction
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Coqプラグイン(abduction) 
による更なる高速化
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Coqプラグイン(abduction) 
による更なる高速化

1 subgoal 

  ============================ 
   (exists x : Entity, man x /\ hike x) -> 
   exists x : Entity, man x /\walk x 

t < intro. 
1 subgoal 

  H : exists x : Entity, man x /\ hike x 
  ============================ 
  exists x : Entity, man x /\ walk x 

t < abduction. 
1 subgoal 
  H : exists x : Entity, man x /\ hike x 
  NLax1 : forall x : Entity, hike x -> walk x 
  ============================ 
   exists x : Entity, man x /\ walk x 
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Coqプラグイン(abduction) 
による更なる高速化

1 subgoal 

  ============================ 
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t < intro. 
1 subgoal 
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  ============================ 
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t < abduction. 
1 subgoal 
  H : exists x : Entity, man x /\ hike x 
  NLax1 : forall x : Entity, hike x -> walk x 
  ============================ 
   exists x : Entity, man x /\ walk x 

コンテキストとゴールから
述語のペアリストを構築

(man, walk) 
 (man, hike) 
 (hike, walk)
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Coqプラグイン(abduction) 
による更なる高速化

1 subgoal 

  ============================ 
   (exists x : Entity, man x /\ hike x) -> 
   exists x : Entity, man x /\walk x 

t < intro. 
1 subgoal 

  H : exists x : Entity, man x /\ hike x 
  ============================ 
  exists x : Entity, man x /\ walk x 

t < abduction. 
1 subgoal 
  H : exists x : Entity, man x /\ hike x 
  NLax1 : forall x : Entity, hike x -> walk x 
  ============================ 
   exists x : Entity, man x /\ walk x 

Pythonサーバに送信

ComplExモデルで述語の
関係を評価

コンテキストとゴールから
述語のペアリストを構築

(man, walk) 
 (man, hike) 
 (hike, walk)

スコアでフィルタ

公理として追加
(hike, hyper, walk)
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• Coqを終了しなくてOK 

• Pythonサーバ 

• DLライブラリ(GPUも) 

• 証明の成否を教師信号に？ 

• Premise selectionなど

定理証明 
(Coq)

Wordnet 
を検索

公理の追加

(hike, hypernym, walk)

8x.hike(x) ! walk(x)

再挑戦

Coq  
+abduction

述語のリスト
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Coqプラグイン(abduction) 
による更なる高速化



L =
X

((s,r,o),t)2D

t log f(s, r, o) + (1� t) log(1� f(s, r, o))

実験
•SICK(Marelli+, 2014)testデータで評価 
•精度と証明時間 
• (trialデータで５回実験のマクロ平均、タイムアウト100秒) 

•知識ベース補完モデル (ComplEx, Trouillon+ 2016) 
•ロジスティック損失: 
•学習データ 
•WordNetから３つ組抽出: (同義、反義、上位、下位) 
•頻度等によりフィルタ(論文詳述) 
•VerbOcean(Chklovski+, 2004): 動詞間の関係
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実験結果

•ベースライン:検索による公理生成(Martínez-Gómez+, 2017)

正答率 処理速度(秒/問題)

公理生成なし 77.38 4.21
ベースライン(WordNet) 83.55 10.92

+VerbOcean 83.84 11.06
知識グラフ補完(WordNet) 82.82 4.63

+VerbOcean 82.95 4.63
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• 正答率: ベースラインにすこし劣る

• 処理速度: 公理生成なしの場合と同等に高速化

• VerbOceanでデータ拡張: 処理速度同じ、正答率は向上
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